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摘 要： 本文提出了一种基于非支配邻域免疫算法（ＮＮＩＡ，ＮｏｎｄｏｍｉｎａｔｅｄＮｅｉｇｈｂｏｒＩｍｍｕｎｅＡｌｇｏｒｉｔｈｍ）多目标优化的
代价敏感决策树构建方法．将平均误分类代价和平均测试代价作为两个优化目标，然后利用 ＮＮＩＡ对决策树进行优
化，最终获取了一组Ｐａｒｅｔｏ最优的决策树。对多个测试集的测试结果表明，与 Ｃ４５算法和 ＣＳＤＢ（ＣｏｓｔＳｅｎｓｉｔｉｖｅＤｅｃｉｓｉｏｎ
Ｔｒｅｅ）算法比较，本文方法不仅在平均误分类代价和平均测试代价两方面均可以取得优于两者的性能，而且获得的决
策树具有更小的规模，泛化能力更强．
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１ 引言

决策树（ＤｅｃｉｓｉｏｎＴｒｅｅ）作为一种分类方法已经在众
多领域得到了应用［１］．然而，现有的决策树算法主要关
注的是分类准确率，而在实际应用中，除了分类准确率

外，误分类代价和测试代价等也是需要重点考虑的因

素［２］．文献［２］将不同误分类形式所带来的影响称为误
分类代价（ＭｉｓｃｌａｓｓｉｆｉｃａｔｉｏｎＣｏｓｔｓ），将分类过程中获取需
要的指标、特征等（本文统称为属性）所付出的花费称为

测试代价（ＴｅｓｔＣｏｓｔｓ）．
在分类过程中同时考虑多种代价的问题通常称为

多代价敏感分类，解决这种问题主要有两种策略［３］：一

种是将多种代价转换为一种综合代价，另外一种是将每

种代价视作一个目标并利用多目标优化技术寻优．目前

多代价敏感决策树构建方法主要采用第一种方式，即在

构建代价敏感的决策树过程中，将不同代价在同一尺度

下进行衡量［４～６］，或者将不同代价通过加权的方式合并

为一种新的代价［７］．这种方法建立的代价敏感决策树能
够在各种代价之间获得比较折中的结果，然而在不同的

代价之间，例如误分类代价和测试代价，往往很难用同

一尺度进行衡量，也难以根据不同代价的重要程度设置

权值［８］．为此，文献［３］提出了一种利用多目标优化技术
解决多代价敏感分类问题的方法，该方法将每种代价定

义为一种优化目标，从而避免了为不同的代价设置统一

尺度或者权值．
非支配邻域免疫算法（ＮＮＩＡ，ＮｏｎｄｏｍｉｎａｔｅｄＮｅｉｇｈｂｏｒ

ＩｍｍｕｎｅＡｌｇｏｒｉｔｈｍ）是通过在人工免疫系统中引入一种新
的非支配邻域选择策略提出的一种多目标优化方法［９］．
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与其他具有代表性的进化多目标优化算法 ＮＳＧＡＩＩ、
ＳＰＥＡ２及ＰＥＳＡＩＩ相比，ＮＮＩＡ运算复杂度低、更为有效
可行．

本文提出了一种基于 ＮＮＩＡ的代价敏感决策树构
建方法，将平均误分类代价和平均测试代价作为两个

优化目标，利用 ＮＮＩＡ对决策树进行优化．将决策树看
作是免疫进化中的抗体，通过研究决策树抗体的随机

构建方法、剪枝策略、以及变异操作等，最终建立了代

价敏感的决策树．对部分 ＵＣＩ公共测试集［１０］的测试结
果表明，与 Ｃ４．５算法［１１］及 ＣＳＤＢ（ＣｏｓｔＳｅｎｓｉｔｉｖｅＤｅｃｉｓｉｏｎ
Ｔｒｅｅ）算法［８］相比，本文算法在误分类代价和测试代价
两个指标上均取得了优于两者的性能，并且本文算法

得到的决策树规模更小，泛化能力更强．

２ 基于ＮＮＩＡ算法的代价敏感决策树构建

ＮＮＩＡ是一种基于人工免疫系统的多目标优化算
法．该算法模拟了免疫响应中多样性抗体共生、少数抗
体激活的现象，通过采用非支配邻域的个体选择、根据

拥挤距离的比例克隆等策略加强了对当前 Ｐａｒｅｔｏ前沿
面中较稀疏区域的搜索［９］．因此，ＮＮＩＡ能够获得分布均
匀的Ｐａｒｅｔｏ最优解，并且同现有的进化多目标优化方法
相比，ＮＮＩＡ计算复杂度低．本文采用该算法来构建代价
敏感决策树．

ＮＮＩＡ算法的基本步骤包括：初始抗体群的建立、优
势抗体群更新、终止条件判断、活性抗体群的选择、比

例克隆，以及重组和超变异操作［９］．为了使 ＮＮＩＡ更适
应决策树抗体并且进一步降低复杂度，本文在构建代

价敏感决策树过程中对ＮＮＩＡ算法进行了改进，这种基
于 ＮＮＩＡ算法的代价敏感决策树的构建框图如图 １
所示．

改进的ＮＮＩＡ算法在每次迭代过程中均增加了对
决策树抗体的剪枝操作，以得到更为精简鲁棒的决策

树．由于本文提出的变异操作需要利用决策树的测试
结果，如果变异之前进行重组操作势必会破坏原有的

决策树结构，这时需要重新对训练集进行测试．因此，
为了降低算法的计算复杂度，本文算法去除了 ＮＮＩＡ中
的重组操作．另外，为了增加抗体的多样性，在每次迭
代过程中都加入了新的随机决策树抗体．

ＮＮＩＡ算法中首先需要确定的是待优化目标，本文

将决策树的平均误分类代价和平均测试代价作为优化

的两个目标，这是构建代价敏感决策树的基础．另外从
图１中可以看出，决策树抗体初始化、决策树剪枝、决策
树变异操作以及添加随机决策树是本文算法的四个关

键步骤．决策树抗体初始化与添加随机决策树步骤都
需要随机生成决策树，因而接下来将对决策树优化目

标的确定、决策树抗体的随机生成、决策树的剪枝和变

异等操作进行详细介绍．至于优势抗体群更新、活性抗
体选择及比例克隆等操作与标准的 ＮＮＩＡ相同，详细步
骤请参考文献［９］．
２１ 优化目标的确定

本文采用的优化目标与文献［６］类似，都同时考虑
了误分类代价和测试代价，即构建的决策树对误分类

代价和测试代价敏感．不同的是文献［６］将误分类代价
和测试代价用统一单位（美元）衡量，并利用平均总代

价作为优化目标．而本文考虑到这两种代价是人们关
心的两个不同的方面，不能在同一尺度下衡量，因而将

平均误分类代价和平均测试代价作为两个优化目标，

并利用多目标优化的方法构建决策树．
本文采用了分类代价矩阵的方法来计算平均误分

类代价［２，６］．对于一个 Ｋ分类问题，分类代价矩阵 Ｃ是
一个Ｋ×Ｋ阶矩阵，其中元素 Ｃｉ，ｊ（０≤ｉ，ｊ＜Ｋ）是将类
别为 ｉ的样本预测为类别ｊ时付出的代价．代价矩阵中
元素的值由领域专家确定，但一般情况下主对角线上

的元素值为０，即如果预测正确则不会因误分类而增加
代价．给定决策树 ｔ和训练样本集Ｄ，则平均误分类代
价 ｆ１（ｔ）可以用式（１）定义：

ｆ１（ｔ）＝
１
Ｄ ∑ｄ∈ＤＣＩｄ，ｈ（ｔ，ｄ） （１）

其中，｜Ｄ｜为训练样本集 Ｄ中所包含的样本数目，ｄ为
训练样本集Ｄ中的样本，Ｉｄ为样本ｄ的实际类别，ｈ（ｔ，
ｄ）为决策树 ｔ对样本ｄ的预测类别．
文献［４，５］在构建代价敏感决策树时虽然都考虑了

测试代价，但是仅简单地为每个测试属性定义了固定

代价，并没有考虑实际可能遇到的复杂情况［１２］．在很多
实际应用中每种属性的获取都需要付出一定的代价，

例如医疗诊断中每项指标的获取需要花费一定的金

钱、模式识别中每个特征的提取需要一定的时间等．并
且，这些属性之间可能会共享若干操作，比如多项血液

指标测量时仅需要一次抽血等．为此，本文在计算平均
测试代价时考虑了这种比较常见的情况，如式（２）所
示．

给定属性集合 Ａ和公有操作集合Ｐ，假设集合 Ａ
中的每个属性α的获取需要先进行集合Ｐα中的所有操
作，其中 Ｐα是集合Ｐ的子集，则获取属性α所需代价
ＴＡ（α）的定义如式（２）所示：
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ＴＡ（α）＝ＴαＵ（α）＋∑
ｐ∈Ｐα

ＴｐＵ（ｐ） （２）

其中 Ｔα是在所需预操作已完成的情况下获取属性α所
需代价，Ｔｐ是完成公有操作ｐ所需代价，这些代价都需
要领域专家给出．Ｕ（α）和 Ｕ（ｐ）是指示函数，若判决过
程中还未获得属性α或者还未进行操作ｐ则Ｕ（α）或 Ｕ
（ｐ）的值分别为１，否则值为０．

对于给定的决策树 ｔ，其所对应的叶节点组成集合
Ｌｔ．从决策树的根节点到每一个叶节点的路径组成一条
判决规则，即决策树中的每一个叶节点对应一条判决

规则．若规则 ｒ有Ｎ个内部节点，每个内部节点对应的
判决属性是αｉ（０≤ｉ＜Ｎ），由根节点至叶节点顺序累加
获取属性αｉ所需代价即为规则ｒ的测试代价ＴＲ（ｒ），定
义如式（３）所示：

ＴＲ（ｒ）＝∑
Ｎ－１

ｉ＝０
ＴＡ（αｉ） （３）

其中 ＴＡ（αｉ）表示获取属性αｉ所需要的代价，计算方法
如式（２）所示．

决策树 ｔ的平均测试代价 ｆ２（ｔ）的定义如式（４）所示：

ｆ２（ｔ）＝∑
ｌ∈Ｌｔ

Ｄｌ
Ｄ ＴＲ（ｒｌ） （４）

其中 Ｄｌ是训练数据集Ｄ中满足规则ｒｌ的决策属性条
件的样本子集，｜Ｄｌ｜是集合 Ｄｌ的数据样本数目，ｒｌ是
叶节点 ｌ对应的判决规则，ＴＲ（ｒｌ）是规则 ｒｌ的测试
代价．

确定了平均误分类代价ｆ１（ｔ）和平均测试代价ｆ２（ｔ）
后，本文提出的方法归结为利用 ＮＮＩＡ算法解决式（５）
中的两个目标的优化问题：

ｍｉｎ Ｆ（ｔ）＝（ｆ１（ｔ），ｆ２（ｔ））Ｔ

ｔ∈
{
Ω

（５）

其中Ω为整个决策树空间，ｔ为决策树空间中的变量．
２２ 决策树抗体的随机生成

ＮＮＩＡ算法框架首先需要对决策树抗体进行编码，
本文直接用二叉决策树表示抗体［１３］．由于二叉树和多
叉树之间可以相互转换，因而即使仅考虑二叉树，搜索

的决策树空间也没有因此减少．本文随机建立的二叉
决策树为满二叉树，并且建立过程与传统的采用启发

式策略自顶向下建立决策树的方法不同，其内部节点

决策属性和分裂点都是随机选择的，这有利于在整个

决策空间搜索．
如果内部节点选择的决策属性为离散型，设该属

性的取值集合为 ＶＤ，分裂集合则为在集合 ＶＤ中随机
选择的不为空的子集ＶＤ，且 ＶＤ与ＶＤ不相等．若测试
样本的该属性取值属于集合 ＶＤ，则转向决策树左分
支，否则转向右分支．

对于连续属性，需要预先根据训练样本集 Ｄ来设
置候选分裂值集合Ｖｃ，分裂值为在集合 Ｖｃ中随机选取
的元素ｖ．若测试样本的该属性值不大于 ｖ，则转向左分
支，否则转向右分支．由于以集合 Ｄ中类边界位置的值
作为连续属性的分裂点能够取得局部最大信息增

益［１３］，并且也能够最大限度地降低误分类代价，因而本

文将连续属性的类边界位置处的值设置为候选分

裂值．
叶节点类别的指派方法为：对于叶节点 ｌ，训练样

本集 Ｄ经决策树ｔ测试后，得到符合叶节点 ｌ对应规则
的数据样本子集 Ｄｌ，将使 Ｄｌ误分类代价最小的类别指
定为叶节点ｌ的类别，如式（６）所示．

ｌｃ（ｘ）＝ａｒｇｍｉｎ（∑
ｄ∈Ｄｌ

ＣＩｄ，ｘ） （６）

其中 ｘ为叶节点 ｌ应指派的类别，ＣＩｄ，ｘ含义与式（１）相同．
２３ 决策树剪枝策略

考虑到随机生成的决策树某些分支可能无效以及

构建代价敏感的决策树的需要，本文采用了两个剪枝

策略：（１）最小支持项数目；（２）基于分类错误代价的剪
枝方法．

最小支持项数目的剪枝策略与Ｃ４５算法生长过程
中控制树规模的方法类似，由于本文并非按启发式规

则生成决策树，因而将此作为剪枝策略．剪枝前需预先
设定决策树的每分支最小支持项的数目δ，然后自顶向

下考察每棵子树．利用该剪枝方法可在获取决策树后
剪除基本无效的子树，能够降低树的规模．

具体剪枝方式为：（１）若子树 ｔｂ的左右子树支持项
的数目都小于δ，则剪除子树 ｔｂ，并在 ｔｂ的位置用叶节
点代替，如图２（ａ）所示；（２）若子树 ｔｂ的左（右）子树支
持项数目小于δ，而右（左）子树的支持项数目不小于

δ，则将子树 ｔｂ的树根及左（右）子树剪除，将右（左）子

０５３２ 电 子 学 报 ２０１１年



树替代原子树 ｔｂ的位置，如图２（ｂ）所示．
基于分类错误代价的剪枝策略则是利用训练样本

集 Ｄ评估决策树的误分类代价，并自顶向下对子树是
否被剪枝作出决定．对于内部节点 Ｎ，假设以该节点作
为根节点的子树为 ｔｎ，若剪除 ｔｎ后的决策树的平均误
分类代价不大于剪枝前的平均误分类代价，则对子树

ｔｎ进行剪枝；否则保留该子树．误分类代价的计算方法
与式（１）类似．
２４ 决策树抗体的变异操作

决策树抗体的结构并不固定，无法采用普通的变

异操作进行变异．为此，本文采用了５种决策树变异操
作［１３］，分别是：（１）利用随机创建的子树替代原决策树
中随机选取的子树；（２）对决策树进行随机剪枝；（３）
随机改变内部节点决策属性的分裂点；（４）随机改变内
部节点的决策属性和分裂点；（５）随机分裂叶节点．

现有的决策树变异操作在选择决策树的变异点时

并没有考虑决策树中各节点的性能，也没有考虑变异

后对决策树性能可能会产生的影响，为此，本文提出了

一种新的变异点选择策略．考虑到决策树自根节点至
叶节点的决策过程，本文将每个叶节点对应的决策规

则视为决策树抗体的基因，并根据决策规则的分类性

能设置该基因被选择为变异点的概率．在选定变异基
因后，进一步随机选择变异操作，并根据选定的变异操

作选择需要变异的节点．这种选择策略会以较高的概
率选择决策树中分类性能较差的分支进行变异，有利

于决策树变异后性能的提高．
决策树 ｔ中决策规则ｒ的分类性能利用该决策规

则的误分类代价确定，计算方式如式（７）所示

Ｃｏｓｔ（ｔ，ｒ）＝ １
Ｄ ∑ｄ∈Ｄｒ

ＣＩｄ，ｈ（ｔ，ｄ）＋ε （７）

其中｜Ｄ｜和 Ｃｉ，ｊ的含义与式（１）相同，Ｄｒ为满足规则ｒ
的Ｄ的样本子集．式（７）中ε为一较小的正数，用以确
保 Ｃｏｓｔ（ｔ，ｒ）不为０，从而可使决策规则 ｒ有被选择为变
异基因的概率．

规则 ｒ被选择为变异基因的概率如式（８）所示：

ｐｒ＝
Ｃｏｓｔ（ｔ，ｒ）
Ｃｏｓｔｍａｘ

（８）

其中 Ｃｏｓｔｍａｘ为决策树ｔ中所有规则的最大误分类代价．
由式（７）和式（８）可以看出，决策树中分类性能最差

也即误分类代价最大的规则，最有可能会被选择为变

异的规则，这能够使决策树向降低误分类代价的目标

变异．

３ 实验结果及分析

为了验证所提出方法的有效性，本文在 ＵＣＩ公共
测试数据集上进行了测试，并与经典的 Ｃ４５算法［１１］和

ＣＳＤＢ算法［８］做了对比研究．Ｃ４５算法是 Ｑｕｉｎｌａｎ于
１９９２年提出的方法，已成为目前决策树算法研究的一
个基准［１３］，在对比实验中采用的是 Ｃ４５Ｒ８源码．ＣＳ
ＤＢ是文献［８］中提出的一种新的代价敏感决策树算法，
为了在不同尺度上衡量误分类代价和测试代价，该算

法采用了如式（９）所示的属性分裂准则［８］．

Ｐｅｒｆｏｒｍａｎｃｅ（Ａｉ）＝
（２ＧａｉｎＲａｔｉｏ（Ａｉ）－１）
（ＴｅｓｔＣｏｓｔ（Ａｉ）＋ｗ）

×Ｒｅｄｕ－Ｍｃ（Ａｉ）

（９）
在测试过程中，从ＵＣＩ数据仓库中随机选择了４个

用于分类的数据集（ａｄｕｌｔ，ｃａｒ，ｂｒｅａｓｔｃａｎｃｅｒ，ｗｉｎｅ），这 ４
个数据集的具体信息如表１所示．考虑到所有的属性只
要付出一定的代价均可以获取，因此本文算法并没有

考虑缺失值的情况，去除了数据集中的缺失项．实验中
将各数据集的２／３作为训练数据，剩余的１／３作为测试
数据．另外，由于ＵＣＩ数据仓库并没有指定各数据集的
分类代价矩阵和属性代价列表，本文对实验中选择测

试的４个数据集的分类代价矩阵和属性代价列表分别
进行了随机指定．

表１ 实验中选择的数据集信息

ａｄｕｌｔ ｃａｒ ｂｒｅａｓｔｃａｎｃｅｒ ｗｉｎｅ
样本数目 ４５２２２ １７２８ ６８３ １７８
属性数目 １４ ６ １０ １３
类别数目 ２ ４ ２ ３

ＮＮＩＡ算法应用过程中需要指定初始抗体群规模、
迭代次数等参数，实验中采用的控制参数如表２所示．

表２ 本文ＮＮＩＡ算法采用参数

参数 值

初始抗体群规模 ５０
优势抗体群规模 ２０
活性抗体群规模 １０
克隆种群规模 １００
变异率 ０．３
迭代次数 １０００

平均误分类代价和平均测试代价是本文重点考虑

的两个优化目标．在对比实验中，将本文算法的指标与
Ｃ４５和 ＣＳＤＢ算法的这两个指标进行了对比，对比结果
如图３所示．由于本文算法得到的解是一组 Ｐａｒｅｔｏ最优
解集，因此图 ３给出的是 ４个不同数据集的 Ｐａｒｅｔｏ前
沿．

Ｃ４５和 ＣＳＤＢ是利用不同的启发式规则自顶向下
生成的决策树，仅能得到一组解，在图３中用点表示．从
图３中可以看出，Ｃ４５和ＣＳＤＢ得到的解在４个测试数
据集中均位于本文方法得到的Ｐａｒｅｔｏ前沿面的外侧，也
就是说，采用本文方法得到的决策树能获得更优的平
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均误分类代价和平均测试代价指标．另外，本文算法得
到的并非单棵决策树，在应用中可根据具体情况选择

合适的决策树，这也是本文算法的另一个优点．
决策树叶节点数目对应着结构风险最小化中的ＶＣ

维，在一定程度上反映了决策树的泛化能力［１３］．表３对

比了上述三种算法的叶节点数目，其中本文算法的叶

节点数目是所得到的 Ｐａｒｅｔｏ最优决策树叶节点的均值．
从表３中可以看出，本文方法构建的决策树的叶节点数
目远小于 Ｃ４５和 ＣＳＤＢ中的算法，尤其是训练数据样
本量较大时，例如 ａｄｕｌｔ数据集和 ｃａｒ数据集．

表３ 叶节点数目对比列表

Ａｄｕｌｔ ｃａｒ ｂｒｅａｓｔｃａｎｃｅｒ ｗｉｎｅ
本文算法 １２．２ １３．７ ５．７ ５．８
Ｃ４．５ ７３６ １５４ ３１ ９
ＣＳＤＢ ６２１ １５０ ２１ １３

从图３和表３中可以得出如下结论：本文算法不仅
能够获得在平均误分类代价和平均测试代价方面均优

于Ｃ４５和 ＣＳＤＢ算法的决策树，而且获得的决策树具
有更小的规模，更强泛化能力．分析其原因，主要包括：

（１）本文算法将决策树的平均误分类代价和平均
测试代价视为优化的两个目标，而 Ｃ４５算法并没有考
虑误分类代价和测试代价问题，因而本文算法能够在

这两方面取得好于 Ｃ４５算法的性能；
（２）ＣＳＤＢ虽然同时考虑了误分类代价和测试代价，

但作为基于启发式规则的决策树构建方法，在选择分裂

属性时仅考查了一次分裂之后的情况，而本文算法是对

整个决策树进行评价的，因而能够取得更优的性能；

（３）由于本文算法采用了最小支持项数目和基于
分类错误代价的剪枝方法，并且决策树抗体采用了随

机生成和变异策略，这使得生成的决策树能够保持较

小的规模，而 Ｃ４５和 ＣＳＤＢ都是基于某种启发式规则
自顶向下构建决策树，仅采用最小支持项数目控制树

的规模，这使得在训练样本增大时树的规模增大迅速．

４ 结束语

本文提出了一种基于 ＮＮＩＡ多目标优化的代价敏
感决策树构建方法．首先分析了决策树的平均误分类
代价和平均测试代价，并将这两种代价作为 ＮＮＩＡ优化
的两个目标．然后针对决策树抗体，研究了 ＮＮＩＡ进化
过程中随机决策树的构建、决策树剪枝、决策树变异等

操作，最终获取了一组对误分类代价和测试代价敏感

的Ｐａｒｅｔｏ最优决策树．本文方法获得的决策树在平均误

分类代价和平均测试代价方面均明显好于 Ｃ４５和 ＣＳ
ＤＢ算法，并且决策树规模较小，泛化能力更强．另外，相
对 Ｃ４５和ＣＳＤＢ算法，本文得到的是一组决策树，便于
决策者根据具体情况选择合适的决策树．
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